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Вступление

Используя мнения пользовательского коммьюнити, системы рекомендаций помогают каждому отдельно взятому пользователю более эффективно находить интересующий его контент в огромном объёме имеющейся информации. Одна из самых успешных технологий для выработки рекомендаций, названная коллаборативной фильтрацией, разрабатывалась и улучшалась в течение прошедших 10 лет, в результате чего возникло большое разнообразие алгоритмов для выработки рекомендаций. Каждый такой алгоритм имеет своих приверженцев, утверждающих, что он самый лучший для тех или иных целей. Точно установить, какой алгоритм является лучшим для тех или иных целей, трудно, так как исследователи не могут прийти к соглашению, какие атрибуты должны замеряться, и в чём измерять каждый из атрибутов. Исследователи, занимающиеся анализом научных работ, посвящённых различным алгоритмам генерирования рекомендаций, в результате могут обнаружить более десятка количественных показателей и дополнительных методов качественной оценки рекомендательных систем (РС). 

Оценивание качества работы рекомендательных систем и их алгоритмов по определению очень сложно по нескольким причинам. Во-первых, разные алгоритмы могут быть хороши или плохи для разных по объёму массивов данных (баз данных). Многие алгоритмы коллаборативной фильтрации были разработаны специально для массивов данных, где пользователей намного больше, чем объектов (например, массив данных MovieLens содержит информацию по 65,000 пользователей и 5,000 фильмов). Такие алгоритмы могут быть абсолютно непригодны для массивов, где объектов намного больше, чем пользователей (например, рекомендательская система по научным работам с тысячами пользователей и десятками сотен тысяч статей). Похожее различие существует  для других характеристик информационных массивов, таких как оценочная шкала, плотность оценок и др.

Вторая причина того, почему оценивать алгоритмы систем рекомендаций сложно, заключается в том, что могут различаться и цели производимой оценки. Самые ранние работы по оценке систем и алгоритмов концентрировались на «точности» алгоритмов коллаборативной фильтрации в «предсказании» непроставленных рейтингов. Однако, позднее исследователи осознали, что когда системы рекомендаций используются с целью оказания помощи пользователям в принятии решения, важнее измерить, насколько часто система приводит пользователей к неправильному выбору. Shardanand и Maes (1995) измеряли большие ошибки между реальным и предсказанным рейтингом. В другой работе рассуждалось о том, что есть другие свойства, кроме точности, которые имеют большее влияние на работу системы и удовлетворение пользователя. Ряд исследований и систем рассматривал показатели, включающие степень, с которой рекомендации охватывают весь массив объектов (Mobasher и др. 2001), степень неочевидности сделанных рекомендаций (McNee и др. 2002), и способность рекомендательных систем  объяснять пользователям, почему были даны такие рекомендации (Sinha и Swearingen 2002). Несколько исследователей заявляли, что это всё детали, что основным показателем успеха систем рекомендаций должно быть удовлетворение пользователя.  Коммерческие системы измеряют пользовательское удовлетворение по количеству купленных товаров (и потом не возвращённых), тогда как некоммерческие системы могут лишь только спрашивать пользователей, насколько они были удовлетворены.

Наконец, есть существенная проблема в определении того, какую комбинацию показателей использовать для сравнительной оценки. Недавно была отмечена следующая тенденция: многие исследователи обнаруживают, что их новейшие алгоритмы на массивах оценок кинофильмов выдают среднюю абсолютную ошибку в 0.73 (на пятибалльной шкале). Хотя по сравнению со старыми алгоритмами новые алгоритмы часто работают лучше, обнаруживается, что когда каждый алгоритм  настроен на свой оптимум, они все демонстрируют похожие показатели качества рекомендаций. Многие учёные рассудили так, что может быть они достигают некоторого «магического барьера», где естественная вариативность может не давать им получать более точные результаты. В подтверждение этого, Hill и др. (1995) показали, что пользователи дают несоответствующие друг другу оценки, когда их просят оценить один и тот же фильм в разные периоды времени. Они предполагают, что алгоритм не может быть точнее дисперсии в пользовательских оценках одного и того же объекта. 

Даже, когда отличия в точности могут быть измерены, они обычно ничтожно малы. Чувствительны ли пользователи к изменениям средней абсолютной ошибки на 0.01 на 5-ти балльной шкале? Эти наблюдения позволяют предположить, что улучшение алгоритма систем коллаборативной фильтрации может происходить не только за счёт продолжающегося улучшения показателей средней абсолютной ошибки. Может быть самые лучшие алгоритмы должны оцениваться по тому, насколько хорошо они могут представить пользователям обоснование вынесенного решения, или насколько мал должен быть массив данных, чтобы они выдали точные рекомендации. Если это так, то для оценки этих новых алгоритмов будут нужны новые показатели.

Перед оцениванием качества работы рекомендательных систем  (РС) необходимо определиться со следующим:

1) определить перечень задач, ставящихся перед конкретной РС, в соответствии с пользовательскими целями;

2) выбрать подходящие массивы данных для оценки;

3) оценивание может производиться в режиме offline с использованием уже существующих баз данных, также может потребоваться проведение оценки в режиме online;

4) выбрать подходящие показатели для оценивания РС, с учётом их недостатков и преимуществ.

Для правильной оценки той или иной РС важно понимать цели и задачи, для решения которых она используется. Если рассматривать их с позиции конечного пользователя и не учитывать цели маркетологов и владельцев систем, то из научных исследований и уже внедрённых систем может выделить следующие задачи (это перечень может постоянно пополняться):

Аннотация в контексте.  Первоначальным сценарием процесса рекомендования было фильтрование сообщений на структурированных форумах с целью принятия решения, какие из них стоит читать. Tapestry (Goldberg и др. 1992) и GroupLens (Resnick и др. 1994) применяли это к уже структурированным массивам сообщений. Эта задача требовала сохранения порядка и контекста сообщений, и соответствующим образом использовала предсказания для аннотирования сообщений в их контексте. В некоторых случаях «самые плохие» сообщения отфильтровывались. Этот же сценарий, который используется в РС в существующем контексте, также использовался онлайновыми РС, которые накладывают прогноз  поверх существующих ссылок (Wexelblat и Maes 1999). Пользователи используют выданные прогнозы для принятия решения, какое из сообщений читать (или по каким ссылкам идти), и поэтому самым важным фактором для оценки является то, как успешно прогнозы помогают пользователям различать желаемый и нежелаемый контент. Главный критерий - в том, может ли РС генерировать прогнозы в отношении объектов, которые просматривает пользователь.

Найти хорошие объекты. Вскоре после Tapestry и GroupLens были разработаны несколько систем с большим упором на актуальное рекомендование. Ringo (Shardanand и Maes 1995) и Bellcore Video Recommender (Hill и др. 1995) представляли интерфейсы, которые предлагали своим пользователям конкретные объекты, предоставляя им ранжированный перечень рекомендуемых объектов вместе с прогнозом, насколько сильно они понравятся пользователям. Это основная задача для РС, и она снова и снова возникает в широком ряду исследовательских работ и коммерческих систем. Во многих коммерческих системах показываются самые выигрышные рекомендации, а прогнозируемые значения  (величины) оценок – нет. 

Хотя эти две задачи являются общими для многих систем и чаще всего рассматриваются в научной литературе, есть и другие важные задачи для РС, которые плохо описаны в научной литературе. Далее необходимо упомянуть несколько таких задач, которые были установлены в ходе интервью с пользователями и дискуссий с разработчиками РС. 

Найти ВСЕ хорошие объекты. Большинство РС концентрируются на том, чтобы найти несколько хороших объектов. Это неудивительно: проблемой, которая привела  к возникновению РС, была информационная перегрузка, и многие пользователи, похоже, готовы пренебречь несколькими хорошими объектами, только чтобы отфильтровать как можно больше плохих. Но если рассматривать базу судебных дел, а не фильмов, то становится очевидным, что для юристов, ищущих прецеденты, очень важно не пропустить ни одного возможного случая. Естественно, что они готовы потратить на это уйму времени и клиентских денег. Поэтому РС, применяемые в их практике, в первую очередь должны гарантировать достаточно низкое число ложно негативных заключений (т.е. небольшое число заключений, кажущихся системе абсолютно неподходящими пользователю, а на самом деле ему очень нужных) . 

Последовательность рекомендаций. Такую задачу для РС можно заметить при использовании Интернет-радио Launch (launch.yahoo.com), предоставляющего пользователю возможность настраивать его в соответствии со своими предпочтениями. Его РС содержит целый ряд алгоритмов предоставления рекомендаций. Launch обладает несколькими интересными особенностями, включая желательность рекомендования уже отранжированных музыкальных композиций. Здесь возникает проблема перехода от рекомендования одной песни к рекомендованию целой последовательности музыкальных композиций, которую будет приятно прослушать. На данный момент неизвестно о каких-либо исследованиях в этом направлении или РС-системах, решающих такую задачу.

Только просматривание. Обычно РС-системы оцениваются на основе того, как хорошо они помогают пользователю принять решение о покупке/прочтении/

использовании того или иного объекта. В беседах с пользователями MovieLens, Amazon и некоторых других сайтов авторы статьи обнаружили, что многие из них пользуются РС-системой даже тогда, когда у них нет намерения приобрести вещь. Они находят для себя приятным просматривать информацию о рекомендуемых объектах. Для кого-то это развлечение, для кого-то – процесс познания. Похоже, что в большинстве случаев РС-системы используются без скрытого мотива. Для таких случаев точность алгоритмов может быть менее важна, чем интерфейс, легкость использования, уровень и характер предоставляемой информации.

Поиск надёжной РС-системы. Эта другая задача, которая была выявлена в ходе бесед с пользователями. Неудивительно, что пользователи автоматически не начинают доверять РС-системе. Многие из них «забавляются» с системой какое-то время, чтобы посмотреть, удовлетворяют ли рекомендуемые объекты их вкусам. Можно услышать много жалоб со стороны пользователей, которые ищут свои любимые (или нелюбимые) фильмы  в базе MovieLens – они хотят таким образом проверить точность работы системы. Многие пользователи идут дальше  - особенно на коммерческих сайтах -  они меняют свой профайл, чтобы посмотреть, как изменяться предоставляемые им рекомендации. Они исследуют рекомендации, пытаясь найти какое-либо указание на погрешность. РС-система, оптимизированная на генерирование «полезных» рекомендаций (например, рекомендаций объектов, о которых пользователь ещё не знает), может не показаться заслуживающей доверия, так как она не рекомендует фильмы, которые пользователю обязательно понравятся, хотя вероятно он уже знает о них. Ничего неизвестно о каких-либо исследованиях  относительно того, как сделать так, чтобы РС-система казалась пользователям надёжной, хотя существует достаточно много общих исследований, как сделать, чтобы веб-сайты заслужили доверие. (Bailey и др. 2001).

Часто оценивание РС сосредоточено на оценке качества рекомендаций; однако, если пользователи не ранжируют объекты, тогда РС на основе коллаборативной фильтрации не может выдавать рекомендации. Таким образом, оценивание того, будут ли пользователи ранжировать объекты и каковы их мотивы при этом, может оказаться важным для объявления того, что РС-система будет скорей всего успешной. Тогда перед РС-системой могут стоять следующие задачи в отношении ранжирования объектов:

Улучшение профайла – это задача ранжирования объектов, которая допускается в большинстве РС. Пользователи оценивают всё больше и больше объектов, так как они уверены, что тем самым они улучшают свой профайл потребительских предпочтений, таким образом улучшая качество получаемых рекомендаций. 

Самовыражение. Некоторые пользователи могут не заботиться о качестве получаемых рекомендаций. Что для них важно, так это то, чтобы у них была возможность внести с РС свои оценки (рейтинги). Многие пользователи просто хотят иметь место для выражения своего мнения. Авторы опросили пользователей РС-системы MovieLens, которые проранжировали более 1000 фильмов (некоторые – даже 2000 фильмов). В результате проведённых интервью выяснилось, что эти пользователи ранжировали  фильмы не для того, чтобы улучшить качество выдаваемых им рекомендаций. Просто им нравился процесс ранжирования. То же самое можно наблюдать на таких сайтах, как Amazon, где пользователи могут оставлять свои рецензии (отзывы) об объектах, продаваемых Амазоном. Для таких пользователей могут быть важны уровень анонимности, обеспечиваемый РС, чувство сопричастности и сама возможность внести свой вклад. Хотя сами по себе алгоритмы РС-систем могут не пробуждать у пользователей желания самовыражения, пробуждение такого желания у пользователей может способствовать увеличению информационной базы, на основе которой вырабатываются рекомендации, что в свою очередь улучшает их качество. 

Помощь другим. Некоторые пользователи рады внести свои оценки (рейтинги) объектов в РС-систему, так как они уверены, что от этого пользовательское коммьюнити только выиграет. Часто они это делают также и для того, чтобы самовыразиться (см. предыдущую задачу). Однако, и то, и другое не всегда идут «рука об руку».

Влияние на других. Негативное явление, с которым сталкиваются разработчики и владельцы онлайновых сервисов с РС-системами, - наличие таких пользователей РС, которые явно стараются влиять на других пользователей, чтобы они приобрели или обратили своё внимание на те или иные объекты. Например, приверженцы определённого киножанра (или киностудий) будут чаще давать высокие оценки нужным фильмам в момент, когда они выходят в прокат, чтобы побудить зрителей пойти и посмотреть фильм. Это особенно интересная задача для проверки РС, так как разработчики могу захотеть оценить, как хорошо их система противостоит такому явлению.

Этот перечень задач (заданий), которые могут стоять перед РС-системой, далеко не полный. Это наиболее важные задачи, которые нашли своё освещение в научной литературе, а также те, что не получили такого освещения, но по мнению авторов статьи являются важными. Если рассматривать с позиции взаимодействия человека и компьютера, то существует твёрдое убеждение, что процесс оценивания качества работы РС должен начинаться с понимания пользовательских потребностей (задач), которые должна обслуживать система. Когда мы оцениваем РС с позиции выгоды для пользователя, мы также должны начинать с определения самой важной задачи, из-за которой эта РС будет использоваться. Разработчики и исследователи, оценивающие ту или иную РС, должны тщательно определяться с тем, какая из вышеперечисленных задач может подходить для их среды.

После того, как определились с задачами, которые должна решать РС, необходимо выбрать массив данных, к которому будут применяться методы оценки качества работы системы. И задачи, ставящиеся перед РС, которые будут признаны важными, могут налагать свои ограничения на информационные массивы.

Выбор информационных массивов для правильной оценки качества работы РС

В основе успешной оценки алгоритмов РС лежит несколько ключевых моментов, связанных с массивами данных. Можно ли проводить оценку по имеющимся данным в оффлайне или система требует, чтобы её опробовали реальные пользователи? Если в настоящий момент нет необходимого массива данных, можно ли проводить оценку качества работы РС-системы на искусственно созданном тестовом массиве? Какими свойствами должен обладать массив данных, чтобы самым наилучшим образом моделировать задачи, по выполнению которых оценивается система? Следующие примеры могут помочь прояснить эти ключевые моменты:

· При оценивании алгоритма генерирования рекомендаций в контексте задачи по нахождению хороших объектов, предполагающей их поиск в том числе и среди новых объектов, проведение оценки только в оффлайне может оказаться недостаточным. Так как алгоритм РС генерирует рекомендации в отношении объектов, ещё неизвестных пользователю, вероятно, что информационный массив не даст достаточной информации для оценки качества рекомендуемых объектов. Если объект был абсолютно неизвестен пользователю, тогда вероятно, что в базе данных нет рейтингов для этого пользователя. Если проводить оценивание работы алгоритма РС по оценкам объектов реальными пользователями, можно тут же получить рейтинги для каждого рекомендуемого объекта. 

· При оценивании РС-системы, действующей в новой предметной области, где серьёзно и глубоко исследуется структура потребительских предпочтений, но нет информационных массивов, уместно было бы сначала оценить алгоритмы РС на синтезированных базах данных, чтобы понять, насколько они представляют интерес для дальнейшего исследования. 

Эксперименты с реальными данными или анализ в оффлайне

Оценка качества работы алгоритмов генерирования рекомендаций может выполняться с использованием оффлайн-анализа, различных методов экспериментирования с реальными данными или комбинацией этих 2-х подходов. Большинство научных работ по оценке работы алгоритмов РС было направлено на оффлайновый анализ их точности прогнозирования. При таком оценивании алгоритм используется для прогнозирования определённых не проставленных в базе значений рейтингов, далее результаты анализируются с помощью тех или иных показателей.  Такое оценивание имеет своё преимущество- это быстрый и экономичный способ проведения масштабного оценивания, часто нескольких различных информационных массивов или алгоритмов одновременно. Если массив данных есть в наличии, проведение такого эксперимента просто требует запуска алгоритма генерирования рекомендаций над соответствующим информационным массивом. Если массив данных содержит и метки времени, становится возможным даже «повторение» проставления серии рейтингов и генерации рекомендаций в оффлайне. Каждый раз, когда проставляется рейтинг, исследователь первым делом рассчитывает прогноз для каждого объекта, основываясь на предыдущих данных; тогда после оценки точности прогноза вводится реальный рейтинг, так чтобы можно было оценить следующий объект. 


Оффлайновый анализ имеет  2 важных недостатка. Во-первых, естественная разреженность рейтингов в массиве данных ограничивает множество объектов, которые могут быть оценены. Невозможно оценить, подходит ли тот или иной объект для пользователя, если в базе данных нет рейтинга этого объекта, выставленного этим пользователем. Во-вторых, они ограничены объективной оценкой результатов прогнозирования. Никакой оффлайновый анализ не может установить, предпочтёт ли пользователь данную систему из-за качества её прогнозов или из-за каких-либо других менее объективных характеристик, таких  как, например, эстетика пользовательского интерфейса.


Альтернативой этому служит проведение эксперимента над реальными пользовательскими данными. Такие эксперименты могут проводиться под контролем (например, с выборочным присвоением объектам различных свойств), или они могут проводиться как полевые исследования, при которых какая-то конкретная система становится доступной коммьюнити пользователей, после чего за ней ведётся наблюдение по установлению конкретных характеристик системы. Таким образом, в ходе экспериментов над реальными пользовательскими данными оцениваются действия пользователей, их удовлетворение, их желание участвовать в процессе ранжирования и другие показатели.

Синтезированные базы данных или сформированные естественным способом


Другой выбор, с которым приходится сталкиваться исследователям, состоит в том, пользоваться ли существующим массивом данных, который может недостаточно полно соответствовать свойствам предметной области и ставящимся задачам, или вместо этого специально синтезировать массив данных, чтобы он отвечал нужным критериям. Работая над разработкой алгоритмов генерирования рекомендаций для Usenet News (Konstan и др. 1997, Miller и другие 1997) авторы этой статьи экспериментировали с различными синтезированными массивами данных. Они моделировали новые объекты, приписывая им ряд необходимых свойств, и пользователей, имеющих предпочтение в отношении этих свойств. Их генератор информационного массива мог объединять пользователей в кластеры, распределять их равномерно или иначе. Хотя эти искусственно сымитированные массивы данных облегчили исследователям  тестирование алгоритмов, они ни коим образом точно не смоделировали реальных пользователей и реальный массив данных. 


Синтезированные массивы данных могут потребоваться в ограниченном числе случаев, но только на начальной стадии, до тех пор пока не будет собран реальный массив или не будет окончательно сконструирована система. Делать сравнительные выводы на основании тестирования системы на искусственно созданных массивах данных рискованно, так как эти массивы могут подходить под одни алгоритмы лучше, чем под другие.

Свойства массивов данных


Последний вопрос, который касается информационных массивов, состоит в том,  какими свойствами должна обладать база данных, чтобы наилучшим образом смоделировать задачи, по решению которых оценивается качество работы РС-системы. Было бы полезно разделить свойства баз данных на 3 категории:

· свойства предметной области, которые отражают характер рекомендуемого контента, а не какую-то конкретную систему;

· внутренние свойства, отражающие суть конкретной РС-системы, из которой берутся данные ( и возможно её методы сбора данных);

· свойства выборки, отражающие характер распределения данных. 

Свойства предметной области включают в себя:

1) тематику рекомендуемого/ранжируемого контента и связанный с этим контекст, в котором имеет место ранжирование или выработка рекомендаций;

2) задачи, стоящие перед пользователем, которые  помогает решать РС-система;

3) потребность в новинках и качестве;

4) соотношение затрат и выгод от истинных/ложных позитивных/негативных рекомендаций;

5) степень детализации истинных предпочтений потребителей.

Чаще всего РС-системы разрабатывались для сфер, связанных с индустрией развлечений (кино, музыка и т.д.), хотя существуют и тестовые модели для фильтрации массивов документов (например, Usenet news). Даже в рамках одной конкретной предметной области существует множество контекстов. РС-системы по кинофильмам могут функционировать в онлайне, в видеомагазине или в салоне видеопроката, а также как часть системы цифрового ТВ и её производных (TiVo, цифровые видеорекордеры).

По мнению экспертов,  одно из самых важных свойств предметной области лежит в соотношении между желанием узнать что-то новое и желанием получить рекомендацию высокого качества. В определённых предметных областях главной целью потребителя является нахождение рекомендаций относительно ещё неизвестных ему объектов. McNee и другие (2002) оценивали РС-системы и обнаружили, что пользователи были уже счастливы, если среди рекомендуемых объектов был хотя бы один единственный полезный объект, ранее им незнакомый. Рекомендации могут быть точными, но они не меняют покупательского поведения. Желанию найти что-то новенькое противостоит желание получить высококачественные рекомендации. Интуитивно это отражает желание пользователя полностью положиться на рекомендации в принятии решение о приобретении/прочтении/прослушивании той или иной вещи, а не просто рассматривать полученные рекомендации как один из многих факторов, помогающих в принятии решения. 

Другим важным свойством предметной области является соотношении затрат и получаемых пользователями выгод от выданных рекомендаций.  В РС-системе, работающей в области видео, стоимость ложных положительных рекомендаций (т.е. объектов, высоко оценённых и активно рекомендуемых системой, но оказавшихся недостаточно интересными для пользователя) для пользователя достаточно низка ($3 и 2-3 часа потраченного на просмотр времени); стоимость ложной негативной рекомендации (т.е. плохой рекомендации в отношении объекта, который в принципе был бы очень интересен пользователю) почти равна 0, а выгода от рекомендаций для пользователя огромна (из года в год огромное число фильмов выходит на экраны, и просмотр всего ассортимента видеомагазина может оказаться очень тяжёлым процессом, особенно для семьи). Это как раз по большей части объясняет  то, почему РС в области видео были так успешны. Другие предметные области с похожими свойствами (например, художественная литература) имеют схожие с видео-РС массивы данных, и результаты, демонстрируемые видео-РС, скорей всего можно в какой-то степени транслировать и на те другие предметные области (хотя художественная литература вероятно имеет другие свойства выборки). (См. Konstantan и др. (1997) для более детального обсуждения анализа соотношения между затратами (временными и денежными) и выгодами, получаемыми пользователями от использования РС-систем на основе коллаборативной фильтрации).

Другим неявным, но важным свойством является степень детализации истинных предпочтений потребителей. Сколько существует различных уровней истинных предпочтений потребителей? Когда предпочтения «бинарные», пользователи заботятся только о различии между плохими и хорошими объектами («Мне не нужен самый лучший фильм, а только фильм, который мне понравится»). В таком случае тонкое различие среди хороших объектов не важно, также как в прочем оно не важно и среди плохих. Необходимо отметить, что степень детализации пользовательских предпочтений может отличаться от диапазона и степени детализации рейтингов (оценок) объектов (это внутреннее свойство информационного массива). Пользователи могут ранжировать фильмы по шкале от 1 до 10, но потом их интересует только то, хороши или плохи рекомендации («За просмотром фильма я провёл бы время очень хорошо» или «Я бы умер со скуки»).

В общем, вероятно было бы ошибкой оценивать алгоритм генерирования рекомендаций на массиве данных с абсолютно несоответствующими предметной области свойствами. Особенно важно, чтобы задачи, для решения которых разрабатывался алгоритм, были схожи с задачами, решаемыми системой, у которой берётся собранный её информационный массив . Если задачи, которые пользователи хотят решить с помощью РС-системы, не совпадают , тогда скорее всего не совпадут и другие характеристики. Например, первоначально система MovieLens поддерживала только решение пользовательской задачи «Найти Хорошие Объекты». В результате пользователям всегда демонстрировались самые выигрышные объекты, и таким образом имелось больше рейтингов для хороших объектов, чем для плохих (в большинстве случаев пользователь должен был сделать прямой запрос о ранжировании плохого объекта). Так, данные MovieLens скорей всего не имеют достаточно рейтингов по менее популярным объектам. Вероятно, было бы неуместно пользоваться этими данными для оценки нового алгоритма, целью которого было бы выполнение задачи по аннотированию сообщений в их контексте. Естественно, если алгоритм нацелен на решение общих задач, лучше всего для его тестирования выбрать массивы данных, охватывающие большое множество тем и сфер.

Внутренние свойства информационных массивов включают в себя:

1) рейтинги (оценки) объектов - явные, неявные или и те и другие;

2) шкала, по которой ранжируются объекты;

3) многомерность оценки объектов;

4) наличие или отсутствие временных отметок у рейтингов (т.е. указание времени, когда был проранжирован объект).

Явные рейтинги проставляются напрямую самим пользователем (например, «Пожалуйста, проранжируйте этот объект по шкале от 1 до 5»), в то время как неявные рейтинги выводятся на основании анализа поведения пользователя. Например, музыкальная РС может использовать такую неявную информацию о предпочтениях пользователя,  как состав плей-листов пользователя или прослушиваемая им музыка, или РС может использовать явные баллы, присвоенные песням или артистам, или комбинацию и тех и других. 

Шкала ранжирования – это диапазон и степень детализации рейтингов. Простейшая шкала – одинарная: понравившиеся объекты помечаются, другие – нет. Унарные шкалы обычно встречаются применительно к коммерции, где всё, что известно, так это то, приобрёл пользователь товар или нет.  Данные называются унарными, а не бинарными, так как непокупка товара Х не обязательно означает, что пользователю он бы не понравился. Бинарные данные включают в себя отдельное обозначение ненравящихся товаров. Системы, которые оперируют с явными рейтингами, часто поддерживают 5-ти, 7-ми, или 10-ти балльные шкалы. 

Большинство РС-систем имеют оценку по одному критерию, тогда как в коммерческих и научных системах пользователи могут оценить объект по нескольким критериям. Например, ресторанные гиды Zagat традиционно оценивают рестораны по качеству кухни, обслуживанию и внутреннему декору. РС-системы по кинофильмам могут разделять оценку фильма на 3 составляюще: сюжет, игра актёров и спец.эффекты. До сих пор очень сложно найти массивы данных с многомерными оценками объектов, но вскоре они должны появиться. 

Наличие временных меток – это свойство сбора данных. Это особенно важно в тех сферах, где ожидается перемена в потребительских вкусах, или где реакция пользователей на объекты зависит от их истории взаимодействия с другими объектами.

Другие внутренние свойства информационных массивов касаются практики сбора данных:

5) записываются ли предоставляемые пользователю рекомендации;

6) наличие демографической информации о пользователе или информации о содержании объекта.

К несчастью достаточно мало РС-систем, которые записывают рекомендации, предоставляемые пользователю, затрудняя таким образом отделение прошлых рейтингов от будущих и смещая оценки. Возможность получения демографических данных варьируется от системы к системе и в зависимости от собираемых данных. Базы данных EachMovie и MovieLens собирают ограниченную демографию. Однако, исследователи утверждают,  что большой процент демографической информации может быть ложной (из-за подозрения пользователя в маркетинговых вопросах). Можно было бы ожидать большую достоверность демографических данных, если пользователи поверят, что это служит целям по построению РС. 

7) смещения, связанные со сбором данных.

Большинство информационных массивов имеют смещения, основанные на механизме, с помощью которого пользователи имеют возможность ранжировать объекты. Например, Jester (Goldberg и др. 2001)  просит всех пользователей в начале оценить одни и те же шутки, создавая плотное множество рейтингов для тех шуток, которое иначе не было бы сформировано. 

Свойства выборки включают в себя много статистических характеристик, которые обычно рассматриваются при оценке массива данных:

1) плотность рейтингов, установленных в целом, иногда измеряется как средний процент объектов, которые были проранжированы пользователем; так как многие базы данных имеют неравномерное распределение популярности, плотность оценок может подвергаться искусственному манипулированию за счёт включения/исключения тех или иных объектов;

2) число или плотность  рейтингов, выставленных пользователями, для которых вырабатываются рекомендации , что представляет собой опыт пользователя по пользованию системой на момент выдачи рекомендаций; рейтинги от пользователей, имеющих значительный опыт работы с системой, могут быть скрыты для симуляции условий, как будто это новые пользователи; 

3) общий размер и характеристики распределения массива данных: некоторые массивы данных содержат больше объектов, чем пользователей, в то же время большинство информационных массивов включают в себя больше пользователей, чем объектов.

Каждое из таких свойств выборки может существенно влиять на успех работы различных алгоритмов и может отражать определённые правила работы той или иной РС.


Известно, что 2 конкретных свойства распределения данных в информационном массиве имеют очень важное значение. Взаимосвязь между числом пользователей и числом объектов в базе может определять, легко ли будет выстроить корреляции между пользователями или между объектами – этот выбор может привести к различным результатам работы среди алгоритмов. Распределение рейтингов объектов и пользователей также может влиять на выбор алгоритма и параметра, по которому проводить оценку качества работы РС. В системах может наблюдаться экспоненциальная кривая популярности (некоторые объекты имеют намного больше оценок, чем другие). 


В завершении обсуждения свойств предметной области, внутренних характеристик и свойств выборки важно отметить, что  между этими категориями может наблюдаться  значительное взаимодействие. 


Самой часто используемой информационной базой данных является EachMovie. Она содержит более 2.8 млн. рейтингов, выставленных 70,000 пользователей, а также демографические данные по некоторым пользователям и временные метки. Эта база данных была использована в десятках исследовательских проектов по изучению новых и улучшенных способов прогнозирования пользовательских рейтингов. 


MovieLens также использовалась в исследовательских целях. Целый ряд работ сделан на основе данных этой РС. В дополнение к ним стоить назвать и Jester.


Подавляющее большинство научных публикаций, связанных с алгоритмами РС-систем, основанных на коллаборативной фильтрации, основано на данных одного из этих 3-х информационных массивов. Отсутствие достаточно широкого диапазона общедоступных баз данных систем коллаборативной фильтрации (особенно со значительным числом рейтингов) остается одной из самых больших проблем в этой сфере. Большинство исследователей не имеют ресурсов для создания систем, пригодных для производственного применения и способных собрать достаточно информации для проверки исследовательских гипотез, и таким образом они часто вынуждены ограничивать своё исследование проверкой гипотез, которую можно произвести с использованием небольшого числа существующих баз данных. 

Параметры точности работы алгоритма РС

На сегодняшний день большая часть опубликованных работ по эмпирическому оцениванию рекомендационных систем сконцентрирована на оценивании точности работы РС-систем. Предполагается, что если пользователь мог бы изучить все объекты в базе, он мог бы выстроить их по порядку в соответствии со своими предпочтениями. Показатели точности работы РС измеряют то, как сильно отличаются между собой прогноз системы относительно оценок, которые выставил бы объектам тот или иной пользователь, и истинные оценки пользователя в соответствии с его предпочтениями. Показатели точности могут также отражать то, как хорошо система может предсказать точную величину рейтинга для конкретного объекта. 


Исследователи, которые хотят количественно сравнить точность различным РС-систем, должны сначала выбрать один или несколько параметров, в которых будет измеряться точность. При выборе такого параметра исследователи сталкиваются с целым рядом вопросов. Будет ли тот или иной параметр измерять эффективность системы в свете тех пользовательских задач, для решения которых была разработана данная РС? Сопоставимы ли результаты оценки точности работы РС по выбранным параметрам с другими опубликованными исследовательскими работами в этой области? Будет ли выбранный параметр измерения точности достаточно чувствителен к выявлению реально существующих различий? Насколько велика должна быть разница в величине параметра, чтобы быть статистически значимой? На данный момент в опубликованной научной литературе рассмотрение этих  вопросов ещё не получило своего полного отражения.


Проблема выбора подходящего параметра измерения точности осложняется огромным разнообразием параметров, которые использовались для количественной оценки точности работы РС-систем в опубликованных исследованиях. Отсутствие стандартизации в этом вопросе наносит вред прогрессу в этой области знаний, относящейся к развитию рекомендационных систем на базе коллаборативной фильтрации. Не имея стандартного параметра в качестве меры точности в этой сфере, исследователи продолжают вводить новые единицы измерения для оценки своих систем. При таком разнообразии используемых оценочных параметров становится сложно сравнивать результаты одного опубликованного исследования с результатами другого. В результате, становится тяжело интегрировать эти разные публикации в единое целое, чтобы выработать какие-либо общие знания и понятия относительно качества работы алгоритмов РС. 


При концептуальном изучении широкого спектра параметров точности, применяемых для оценки работы РС-системы на основе коллаборативной фильтрации, авторы статьи пришли к выводу, что определённые оценочные метрики больше подходят для конкретных задач. Произведённый анализ позволяет предположить, что имеет место неточное измерение работы системы при выполнении конкретной задачи, если для этого используется неправильная метрика. Проведённый эмпирический анализ одного класса алгоритмов коллаборативной фильтрации демонстрирует, что при оценивании результатов работы прогнозных алгоритмов (на массивах фильмов) многие из обсуждаемых концептуальных несовпадений между метриками и задачами сами по себе не обнаруживаются. С другой стороны, различные результаты оценки могут быть получены благодаря тщательному выбору оценочных метрик, относящихся к различным классам. 

Другие важные свойства РС

Растёт понимание того, что хорошая точность рекомендаций сама по себе не удовлетворяет потребности пользователей РС-системы и не характеризует эффективность её работы. РС-системы должны предоставлять не только точные, но и полезные рекомендации. Например, РС-система могла бы достичь высокой точности исключительно за счёт генерирования предсказаний для легко предсказуемых объектов, но это те объекты, относительно которых пользователи менее всего нуждаются в рекомендациях. Далее, система, которая всегда рекомендует очень популярные объекты, может гарантировать, что пользователям понравится большая часть рекомендуемых объектов, но простой показатель популярности мог бы делать то же самое. 


Далее рассмотрим параметры полезности РС-системы помимо точности работы её алгоритма, включая соответствие рекомендаций требованиям пользователей. Соответствие требованиям пользователей включает в себя покрытие (охват), которое отражает процентную долю информационного массива, для которой РС-система может выдать прогноз; показатели достоверности, которые могут помочь пользователям принять более эффективные решения; скорость обучения системы, которая измеряет как быстро алгоритм может начать выдавать хорошие рекомендации, и степень новизны/неожиданного появления нового, которая измеряет, является ли рекомендация новой возможностью для пользователя. Наконец, полезность РС-системы может измеряться на основании удовлетворения пользователя результатами работы системы.

Покрытие

Покрытие (зона действия, охват) рекомендационной системы – это измерение области объектов в системе, по которым РС может формировать прогнозы или выдавать рекомендации. Системы с низким покрытием могут быть менее значимы для пользователей, так как они будут ограничены в принятии решений только теми из них, в которых РС будут способны им помочь. Покрытие особенно важно при выполнении задачи «Найти все хорошие объекты», так как системы , которые не могут оценить большую часть своих объектов, не смогут найти все хорошие объекты, содержащиеся в ней. Покрытие можно установить напрямую, задав вопрос «В отношении какого процента объектов РС может сформировать рекомендации?». Этот тип покрытия часто называют прогнозным покрытием. Другого рода покрытие может быть сформулировано относительно рекомендаций – «Какой процент имеющихся объектов эта РС постоянно рекомендует пользователям?» Для сайтов e-commerce эта форма покрытия отражает количество объектов из товарного каталога, рекомендуемых системой; в этом случае такое покрытие называется каталожным.


Самой общепринятой мерой покрытия является доля от общего числа объектов, для которых могут быть выработаны прогнозы. Самый простой способ измерить покрытие такого рода – это выбрать произвольную выборку пар пользователь/объект, запросить прогноз для каждой пары и измерить процент тех, в отношении которых был сделан прогноз. Покрытие должно замеряться в комбинации с точностью, так чтобы РС-системы не склонялись к увеличению покрытия за счёт выработки фиктивных прогнозов для каждого объекта.

Скорость обучаемости системы

Рекомендательные системы на основе коллаборативной фильтрации имеют в своём составе алгоритмы по системному самообучению, которые функционируют на статистических моделях. В результате, результаты их работы варьируются в зависимости от объёма доступной для обучения информации. По мере увеличения количества обучающей информации качество прогнозов или рекомендаций должно расти. Различные алгоритмы выработки рекомендаций могут достичь «приемлемого» качества рекомендаций с разной скоростью. Некоторым алгоритмам может понадобиться только небольшой объём информации, чтобы начать вырабатывать приемлемые рекомендации, в то время как другим может понадобиться достаточной большой объём. В РС-системах рассматривается 3 разных скорости накопления знаний: общая скорость обучаемости, скорость обучаемости по 1 объекту, и скорость обучаемости по 1 пользователю. 


Общая скорость обучаемости РС-системы – это качество рекомендаций, выраженное как функция от общего числа рейтингов в системе (или общего числа пользователей системы). Скорость обучаемости по объекту – это качество рекомендаций относительно определённого объекта, выраженное как функция от числа рейтингов, имеющихся у определённого объекта. Также, скорость обучаемости по 1 пользователю – это качество рекомендаций для определённого пользователя, выраженное как функция от числа рейтингов, который конкретный пользователь ввёл в систему.


Проблема оценки скоростей обучения систем не получила широкого отражения в научной литературе, хотя некоторые исследователи рассматривали оценку результатов работы РС-систем в ситуации «холодного старта». Ситуации «холодного старта» - это ситуации, когда для выдачи рекомендаций есть только ограниченное число рейтингов. По мере распространения РС-систем на предметные области с большей разреженностью данных (по сравнению с кино и т.д.), скорость самообучаемости алгоритмов РС станет намного более важным оценочным фактором.

Степень новизны

Некоторые РС-системы выдают очень точные рекомендации и имеют достаточное покрытие, и тем не менее они бесполезны для практических целей. Например, РС система овощного магазина может предлагать купить бананы любому покупателю, который их ещё не выбрал. Статистически такая РС высоко точна: почти все покупают бананы. Однако, каждый приходящий в овощной магазин в прошлом покупал бананы и знает, хочет он или нет купить их ещё. Далее, менеджеры овощного магазина уже знают , что бананы пользуются спросом, и они уже так организовали выкладку товара в своём магазине, чтобы покупатели не смогли мимо них пройти. Таким образом, чаще всего покупатель уже принял конкретное решение не покупать бананы во время этого захода в магазин, и следовательно проигнорирует рекомендацию относительно бананов. Более ценна была бы рекомендация по поводу замороженных овощей, о которых покупатель ещё не слышал, но которые бы ему понравились. Похожая ситуация может возникнуть в музыкальном магазине в отношении очень хорошо известных альбомов, таких как известнейший альбом Битлз –White Album (Белый Альбом). Каждый знаток музыки знает о Белом альбоме, и большинство его уже имеют. Те, у кого его ещё нет, скорее всего уже приняли решение его не приобретать. Следовательно, рекомендация системы приобрести этот альбом скорее всего не приведёт к покупке. Фактически, Белый Альбом  - это даже более худшая рекомендация, чем купить бананы, так как большинство людей покупают только единичный экземпляр того или иного альбома. Более ценной была бы рекомендация по поводу неизвестной группы, играющей музыку, которая могла бы понравиться покупателю, но о которой он никогда не услышит из СМИ.


Бананы в овощном магазине и Белый Альбом в музыкальном являются примерами рекомендаций , которые не прошли тест на очевидность. Очевидные рекомендации имеют 2 недостатка: 1) покупатель, заинтересованный в этих товарах, уже их приобрёл; 2) менеджерам магазина не нужны РС-системы, сообщающие им , какие товары в целом популярны. Они уже инвестировали средства в организацию своего магазина таким образом, чтобы такие товары были легко доступны покупателям.


Очевидные рекомендации имеют ценность для новых пользователей. Swearingen и Sinha (2001) обнаружили, что в определённых случаях пользователям нравится получать рекомендации относительно объектов, о которых они уже знают. Это кажется странным, так как такие рекомендации не дают пользователям никакой новой информации. Однако, это делается для того, чтобы повысить доверие пользователей к системе, таким образом РС помогает пользователям решить задачу «Найти надёжную РС-систему». Кроме того, скорее всего пользователи скажут, что лучше они купили бы известные им товары, чем новые для них. Это контрастирует с ситуацией, когда пользователей просят о свободном скачивании материала (например, какого-либо софта). Здесь пользователи склонны предпочесть рекомендации относительно чего-то нового для себя. Общий урок, который можно из этого извлечь, заключается в том, что система может пытаться рассчитать вероятность того, насколько объект будет знаком пользователю. 


Для анализа РС-систем нужны новые координаты измерений, учитывающие «неочевидность» рекомендаций. Один из таких параметров – степень новизны. Другой имеющий отношение к этому параметр – способность к неожиданным открытиям. Рекомендация о случайно возникшем объекте помогает пользователю найти удивительно интересный объект, который иначе он не смог бы обнаружить. Яркий пример разницы между новизной и способностью к неожиданным открытиям:  рассмотрим РС-систему , которая просто рекомендует фильмы, поставленные самым любимым режиссёром пользователя. Если система рекомендует фильм, о котором пользователь ничего не знает – этот фильм является для пользователя новинкой, но очевидно не неожиданным приятным открытием. Пользователь скорее всего обнаружил бы этот фильм сам. С другой стороны, РС-система , которая рекомендует фильм нового режиссёра, скорее всего предоставляет неожиданно интересную рекомендацию. Рекомендации, являющиеся неожиданно интересными, также по определению являются новинками. Это различие между  способностью системы выдавать рекомендации по новым неизвестным пользователю объектам и тем из них, что могут оказаться неожиданно интересными, важно при оценке алгоритмов РС-систем, основанных на методе коллаборативной фильтрации. Необходимо отметить, что в научной литературе эти термины иногда  путают. 


Разработать параметр, которым можно будет измерить способность системы выдавать рекомендации по неожиданно интересным объектам, очень сложно, так  как это показатель того, насколько хорошо рекомендации представляют объекты, являющиеся для пользователей как привлекательными, так и удивительными. Фактически, обычные методы измерения качества работы системы прямо противоположны этому. Хорошей мерой измерения способности системы приятно удивлять пользователей было бы рассмотрение рекомендаций на предмет того, как хорошо со временем они расширяют сферу их  интересов. Хорошей мерой новизны было бы более общее определение того, насколько хорошо РС-система знакомит пользователей с ранее неизвестными им объектами. 

Самоуверенность системы

Пользователи РС-систем часто сталкиваются с проблемой в определении того, как интерпретировать рекомендации по 2-м часто конфликтующим показателям. Первый параметр – это сила рекомендования, т.е. насколько по мнению РС-системы пользователю понравится тот или иной объект. Второй параметр – уверенность рекомендования, т.е. насколько сильно РС-система уверена в точности своих рекомендаций. Многие операторы РС-систем неаккуратно объединяют эти два показателя: они допускают, что пользователю скорее понравится объект с прогнозируемой оценкой в 5 баллов по 5-ти балльной шкале, чем объект с прогнозируемой оценкой в 4 балла по 5-ти балльной шкале. Такое допущение часто ложно: очень высокий прогноз часто делается на основе небольшого объёма данных.


Цель рекомендательных систем – помочь пользователям принять самое лучшее по возможности решение о том, что купить или использовать исходя из их интересов и целей. Разные краткосрочные цели могут вести к предпочтению разного типа рекомендаций. Например, выбирая научную статью о программировании агентов, пользователь может предпочесть надёжную статью, которая даёт полную картину происходящего в этой сфере, или рискованную заставляющую думать статью, стимулирующую генерирование новых идей. Тот же самый пользователь мог бы предпочесть обзорную статью, если он ищет статью для ссылки в предложении по выполнению гранта, или заставляющую думать статью, если он ищет статью для чтения со своими студентами. Как РС-система может помочь пользователю понять, какая рекомендация удовлетворяет его текущим потребностям?


Чтобы помочь пользователям принять эффективное решение на основе рекомендаций, РС-системы должны помогать пользователям сориентироваться одновременно и по силе рекомендаций, и по уверенности. На практике применяются различные подходы. Системы e-commerce часто отказываются предоставлять рекомендации, основанные на информационных массивах, считающихся небольшими. Они хотят рекомендации, на которые пользователи могли бы положиться. 


Измерить качество уверенности, обеспечиваемое системой, сложно, так как этот параметр сам по себе является сложным многомерным феноменом, который сам по себе не сводится к одномерному параметру. Однако, РС-системы, которые не включают в себя какой-либо показатель уверенности, скорее всего ведут пользователей к принятию неудовлетворительного решения, чем системы, включающие в себя такой параметр. 

Оценка пользовательского удовлетворения

Далее мы рассмотрим вопрос, как напрямую оценить «реакцию» пользователя на рекомендательную систему.  Чтобы лучше понять весь спектр методов оценки пользовательского удовлетворения, необходимо начать с установления множества оценочных параметров. 

Параметры для оценки пользовательского удовлетворения

· Явная/неявная оценка. Основное отличие – в оценках, когда у пользователей в явной форме спрашивается об их реакции на работу системы и когда ведётся наблюдение за их поведением. Первый тип оценки обычно использует методы интервьюирования и опроса. Второй тип обычно включает в себя ведение лога (протокола) пользовательского поведения, который впоследствии становится предметом различного рода анализов.

· Лабораторные/полевые исследования. Лабораторные исследования позволяют сконцентрироваться на изучении конкретных вопросов; они хороши для тестирования хорошо сформулированных гипотез в контролируемых условиях. Полевые исследования могут выявить, что пользователи действительно делают в реальном обстановке, демонстрируя общие формы и характер использования, проблемы и неудовлетворённые потребности, а также вопросы, о которых исследователи даже не задумывались бы при проведении лабораторных исследований.

· Итог/процесс. Для любой задачи должна быть разработана соответствующая метрика, которая определяет, что может считаться успешным итогом (результатом) работы системы. Если смотреть с позиции системы, то основным показателем качества её работы может быть точность. Однако с позиции пользователя, параметры качества работы системы должны устанавливаться в соответствии с их конкретными задачами. Для большинства задач (таких как «Найти хорошие объекты») успешный итог требует от пользователей поступать в соответствии с полученными рекомендациями и действительно купить книгу, взять напрокат фильм или скачать статью. Однако, просто измерить, достигнута ли цель, недостаточно. Системы могут сильно различаться в том, как эффективно пользователи могут выполнить свои задачи. Такой процесс раскладывается на количество затраченного времени и усилий, требуемых на выполнение основных задач, и они также должны быть измерены, чтобы можно было убедиться в том, что стоимость успешного результата не перевешивает получаемую выгоду. 

· Краткосрочное/долгосрочное тестирование. Некоторые проблемы могут быть не выявлены при краткосрочном тестировании.

Авторы статьи делают упор на то, что точные рекомендации сами по себе не гарантируют пользователям РС-систем эффективного решения стоящих перед ними задач и получения удовлетворения. Системы в той или иной степени полезны пользователям, если помогают полностью решить, стоящие перед пользователями задачи. Для оценки пользовательского удовлетворения они рекомендуют использовать комбинацию из явных и неявных оценок (в виде определённого пользовательского поведения). Это важно, так как потребительские предпочтения и  результаты работы системы могут расходиться : пользователи могут предпочесть одну систему другой, даже когда качество их работы одинаково. 
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